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基于物理信息神经网络的传热过程物理场代理模型的构建
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摘要： 物理信息的神经网络（PINN）通过构建结构化的深度神经网络体系，可以有效地耦合基于物理定律的非

线性偏微分方程组（如Navier-Stokes方程），能够在较少量的边界数据条件下解决监督学习问题。但是，PINN训

练效果与边界条件的设置方式密切相关。本工作以具有内热源的二维稳态导热方程和平板间二维稳态对流传热

方程为案例，基于软边界和硬边界两种设定方法构建 PINN。将训练所得到的代理模型预测温度场输出，并将其

与软件模拟结果进行验证分析，结果表明硬边界PINN代理模型预测能力较优。
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Abstract: By constructing structured deep neural network architecture, physics-informed neural networks (PINN)
can be trained to solve supervised learning tasks with limited amount of boundary data while effectively integrating
any given laws of physics described by general nonlinear partial differential equations (i. e., Navier-Stokes
equation). However, the effect of PINN training is closely related to how the boundary conditions are set. In this
work, two 2-D steady-state heat transfer problems, namely heat conduction model with internal heat source and
convection heat transfer equation between plates are taken as examples. Two surrogate models are trained based on
PINN by using two setting methods of soft boundary and hard boundary. The trained surrogate models are used to
predict the output of temperature fields, which are verified and compared with the simulated data. The comparison
results show that the prediction ability of PINN based on hard boundary is superior to the rival.
Key words: neural networks; laws of physics; nonlinear partial differential equations; boundary setting; surrogate
model; heat transfer; prediction
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引 言

复杂流体在自然界和工业过程中普遍存在，精

确地模拟流体基本传热行为在化工、热力和航空航

天等诸多学科领域的研究中不可或缺。通常，研究

人员需要测量大量的实验数据（例如温度、速度、压

力等）来构建模型[1]，以便进行参数分析、性能表征

和模型优化等工作。传统的机器学习方法（深度/卷
积/递归神经网络）[2-4]可以最大化利用上述数据蕴含

的信息[5]，构建高保真的传热模型以准确描述“输

入—输出”间关联关系，进而可用于状态监视、产品

质量控制和风险预测。但是，对于大部分具有微

观、封闭特征的复杂换热器件（如：微尺度换热器和

高温辐射换热器），其内部物理场的关键信息数据

的测量成本高昂甚至难以测量，研究人员往往需要

在数据稀疏的小数据条件下构建模型或者做出决

策，这导致绝大多数传统机器学习方法缺乏鲁棒

性，无法提供收敛的保证[6-7]。另外，需要注意的是

换热器件内部流体系统通常受高度非线性的

Navier-Stokes方程组控制，物理信息间受到基本物

理规律的约束，盲目地以数据驱动方法学习物理场

信息，可能会得到难以解释的甚至违背物理规律的

结果。

近年来，随着深度残差神经网络（ResNet）[8-9]以

及物理信息神经网络（PINN）[7]的相继提出，深度学

习算法在求偏微分方程和认识物理规律方面取得

了重大进展，突破了传统机器学习受限于数据驱动

和黑箱建模的局面。特别是，PINN将神经网络的预

测结果约束在物理规律之内，使机器学习方法摆脱

了对实验或模型数据的根本性依赖，在提高精度同

时也大大提高了模型的可理解性。例如：Raissi
等[7,10-11]将 PINN用于求解确定性的一维 Burger偏微

分方程，以及求解具有中等数量训练数据的二维/三
维偏微分方程约束反问题，可反演推导 Navier-
Stokes 方 程 中 的 不 确 定 参 数 。 在 此 基 础 上

Karniadakis等[12-14]成功将PINN应用于反应扩散方程

和欧拉方程的求解。Wang等[15]利用PINN来预测基

于雷诺时均方程模型的流体雷诺应力的差异，并取

得了良好的预测效果。类似地，PINN还被应用于学

习达西流中的本构关系[16]、材料的原子模拟[17]、多物

理 场 亚 表 面 传 输 问 题[18]，以 及 不 确 定 性 量 化

问题[19-21]。

PINN耦合了换热器件内部的物理规律，因而仅

仅需要实际测得的边界条件即可准确预测整个物

理场的信息。但仍需注意到，在训练 PINN时使用

不同的边界条件设置方法，对训练结果有着显著的

影响。PINN的损失函数包含域损失项和边界损失

项，通常损失函数通过“软边界”的方式设置边界损

失项，由惩罚系数来控制边界损失项和域损失项的

权重，以加速优化问题的收敛。但是，惩罚系数的

选择往往依靠经验来调整，不当的惩罚系数容易导

致求解结果出现畸形解。针对上述问题，Sun等[22]引

入距离函数，使用“硬边界”的方式设置边界条件，

将边界损失和域损失统一在同一项中，避免了惩罚

系数的使用，并提升了预测精度。

PINN提供了求解偏微分方程的新途径，同时其

耦合物理定律的特性呈现出其直接作为代理模型

的潜力[22-25]。本工作基于 PINN理论，以二维空间坐

标和控制方程的参数构成三维输入，预测了物理场

的云图分布，并与商业软件模拟结果进行对比验

证。在这一过程中，首先通过简单的具有内热源的

二维稳态导热案例分析对比软边界 PINN与硬边界

PINN的性能，接着将硬边界 PINN应用到板式换热

器的流动传热案例当中，讨论其在构建复杂物理场

代理模型方面的性能。

1 基于物理信息的神经网络

1.1 基础框架

物理过程均可以用多个偏微分方程进行描述，

求解得到的原函数，无论其形式是解析解还是数值

解，均包含了大量的物理场信息。对原函数T(0)(x, y,
θ)，其二维偏微分方程 g(T)如下：

g (T ):f [T (n ) ( x,y,θ ) ] + C = 0 (1)
其中，T(n)(x, y, θ)表示T(0)(x, y, θ)的 n阶导数项，n=

{0, 1, 2}，C为常数，x、y为坐标，θ为参数。

如图 1所示，求解 T(0)(x, y, θ)可按以下三个步骤

进行：（1）首先将输入{x, y, θ}转换成神经元的形式，

生成初始的神经网络 t0(x, y, θ)；（2）借助自动微分算

法[26]求 t0(x, y, θ)的梯度，构成偏微分方程 g(t0)，并以

g(t0)与 g(T)之间的偏差模量作为损失函数；（3）最后

利用梯度下降算法[27]，调整神经网络的权重 w和 b，
使 g(t0)逼近 g(T)，同时也使 t(x, y, θ)逼近 T(0) (x, y, θ)。
多次迭代训练后得到的 t(x, y, θ)即是 T(0) (x, y, θ)的
PINN代理模型。

深度神经网络具有多个隐藏层，输入变量经过

输入层归一化后，分发到隐藏层的神经元中，由激
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活函数逐步计算得到输出层的计算结果。神经元

之间以全连接的方式相连，每一层神经元的输出

{ al - 11 ,⋯,al - 1n }都作为下一层神经元 alj 的输入，这一

前向传播过程的表达式为：
alj ( x,y,θ ) = σ ( zlj ( x,y,θ ) ) =
σ (∑

i
wlji × al - 1i ( x,y,θ ) + blj) (2)

其中，上角标 l代表神经网络的层序号，下角标

i，j代表神经元索引，例如：wl
ji和 blj分别为第 l-1层中

第 i个神经元到第 l层中第 j个神经元的权重和偏

置；a = σ(z)为激活函数[28-29]，可选择双曲正切函数或

sigmoid函数：

σ ( z ) = ez - e-zez + e-z (3)
σ ( z ) = 1

1 + e-z (4)
其中，z和 a分别为神经元的输入值和输出值。

最后一层第L层为输出层，输出拟合函数 t：
t ( x,y,θ ) = aL ( x,y,θ ; w,b) (5)

由此，基于式(2)给定任意的输入值即可快速计

算出 t(x, y, θ)。
1.2 软边界PINN

神经网络各层之间的权重、偏置可以通过最小

化均方误差损失来学习，定义损失函数为

Losssoft = λ 1Nb∑i = 1
Nb

|| t ( xib,yib,θ ) - T ( xib,yib,θ ) 2 +
1
N f∑j = 1

N f
|| f [ t(n ) ( xjf,yjf,θ ) ] 2

(6)

对于给定的参数，{xb, yb, T(xb, yb)}为用于训练的

边界点数据，{xf, yf}为区域内部用于训练的配置点数

据，λ是惩罚系数。损失函数 Loss第一项对应于边

界数据；而第二项为充当惩罚作用的正则化项，保

证了神经网络在有限的配置点集合上强制执行偏

微分方程式(1)所施加的物理定律约束。例如，在不

可压缩流体动力学问题中，任何违反质量守恒原理

的流动解都会被丢弃，从而将解空间约束在物理框

架下[7,30]。

1.3 硬边界PINN
软边界 PINN对边界的处理采用的是有约束优

化，其局限性在于损失函数的优化性能取决于每个

项的相对大小。因此，如何确定λ值使得损失函数

每一项在优化过程中处于相同的数量级是很有挑

战性的工作。Sun等[22,31]提出一种灵活处理边界条

件的方法，即构造一个满足边界条件特解的函数，

具体的表达式如下：
h ( x,y,θ ) = G ( x,y,θ ) + D ( x,y,θ )aL ( x,y,θ ; w,b) (7)

其中，G(x, y, θ)为边界函数，是边界数据的光滑

扩展函数，D(x, y, θ)为距离函数，是与内部点到边界

最小距离有关的光滑函数。

对于Dirichlet边界条件，边界上各点的边界值

为 T(xb, yb, θ)，坐标为 (xb, yb)。此时，由于边界上的

D(xb, yb, θ)=0，因此有 h(xb, yb, θ)=G(xb, yb, θ) = T(xb, yb,
θ)。而对于不在边界的内部点(xf, yf)，其D(xf, yf, θ)取
值不为 0，则 h(x, y, θ)受到边界函数和距离函数共同

控制。通过将Dirichlet边界条件耦合在所构造的扩

展函数 h(x, y, θ)当中，损失函数被进一步简化为只

包括偏导数的形式：

Losshard = 1
N t∑j = 1

N t
|| f [ h(n ) ( xjt,yjt,θ ) ] 2 (8)

图1 PINN结构示意图

Fig.1 PINN structure diagram

··1498



www.hgxb.com.cn第3期
其中，{xt, yt}为用于训练的所有点数据（包括边

界）。在上述情况下，距离函数与DNN输出的乘积

D(x, y, θ)aL(x, y, θ; w, b)在数学上相当于此偏微分方

程的通解，而边界函数则包含了偏微分方程的特

解。这种“通解+特解”的数学结构，赋予求解结果

自动满足特解的先行条件，加速 PINN向合理梯度

方向收敛。

值得注意的是，上述推导是基于Dirichlet边界

条件，对于梯度形式的 Neumann边界（h(1) (x, y, θ)），

则将边界梯度直接引入损失函数当中，以硬边界

PINN损失函数为例：

Losshard = 1
N t∑j = 1

N t
|| f [ h(n ) ( xjt,yjt,θ ) ] 2 +

1
NB∑i = 1

NB
|| h(1) ( xiB,yiB,θ ) - C0 2

(9)

式中，{xB, yB}为用于训练的Neumann边界点数

据，C0为Neumann边界处的梯度值。

2 案例一：具有内热源的二维稳态导

热方程

2.1 案例模型

本节首先以一个简单的案例探究软、硬两种边

界条件设置方式下，PINN预测结果的差异。以具有

内热源的二维稳态导热方程为例，其表示式如下

-κ ( ∂2T∂x2 + ∂2T∂y2 ) = q (10)
其中，q为热源，κ为热导率。案例选取边长为 1

的正方形区域作为研究对象，以方形中心为原点建

立笛卡儿坐标系。

假 设 热 源 保 持 稳 定（q=1），材 料 热 导 率 在

{ κ ∈ R:0.5 ≤ κ ≤ 1}内变化，相应的参数 θ变化范围

为 { θ = q/κ ∈ R:1 ≤ θ ≤ 2 }。以空间坐标和控制方程

的参数{x, y, θ}作三维输入，建立 PINN代理模型。

训练集中，样本坐标值（x和 y）使用均匀采样生成

51×51的网格，参数 θ在区间内参数化，样本量为

10。对于软边界PINN，边界上使用Monte Carlo采样

方法生成 1000个样本。此外，设置 PINN含有 3个
隐藏层，每个隐藏层含有 50个神经元，激活函数为

sigmoid函数，见式(4)。
软边界 PINN的损失函数设置为式(6)的形式，

且方形四周的边界温度恒为 1。而硬边界 PINN的

损失函数设置为式(8)的形式，其中边界函数 G(x, y,
θ)和距离函数D(x, y, θ)分别如下：

G ( x,y,θ ) = 1 (11)
D ( x,y,θ ) = ( x2 - 0.52 )( y2 - 0.52 ) (12)

2.2 温度场预测结果

本工作所涉及的采样方案和神经网络训练均

基于 Python3.7.7和 Tensorflow1.14环境，在 Spyder中
编译完成。有限元模拟均使用 COMSOL 5.5。计算

机配置为 Intel i7-8550 CPU。训练后使用 θ=1.5时
的温度场与 COMSOL模拟结果对比，以验证 PINN
的预测效果。如图 2所示，两种PINN方法构建的代

理模型预测结果均与模拟结果非常接近，均准确地

捕捉到了温度的变化趋势。结合相对误差场图（软

边界 PINN见图 3，硬边界 PINN见图 4），软边界

PINN和硬边界 PINN最大相对误差分别为 0.60%和

0.015%，再次表明两种 PINN方法训练得到的代理

模型都具有很高的精度，但硬边界 PINN的相对误

差要更低。

在分别对比软边界和硬边界与 COMSOL模拟

结果的等值线图可见，中心区域附近，使用这两种

图2 PINN代理模型和COMSOL模拟对温度场的预测结果对比

Fig.2 Comparsion of temperature fields predicted by soft PINN, hard PINN, and COMSOL simulation
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图3 软边界PINN温度等值线的预测结果对比

Fig.3 Comparsion of temperature contours predicted by soft PINN

图4 硬边界PINN温度等值线的预测结果对比

Fig.4 Comparsion of temperature contours predicted by hard PINN
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边界设置方法的预测结果均与模拟结果基本重合。

但仍需注意到，软边界 PINN在四个角落区域的预

测效果较差，而硬边界 PINN在四个角落区域的预

测效果依然良好。造成这种现象的原因可能是软

边界 PINN用于训练的边界点数据量较少。为此，

将边界点的样本量增加到 4000后重新训练，预测精

度提升 13.3%，但是角落区域预测误差较大的问题

依然存在。此外，硬边界 PINN的计算时间更小。

硬边界 PINN所用的训练时间为 7 min，远低于软边

界 PINN所用的训练时间 39 min（1000个边界样本

点）和 55 min（4000个边界样本点）。因此可以认

为，硬边界PINN要优于软边界PINN。
3 案例二：平板间的二维稳态对流传

热方程

3.1 案例模型

在换热器件内部，动量传递、热量传递和质量

传递往往联系密切，因此研究多物理场对指导实际

换热过程具有重要的意义。例如在板式换热器中，

平板间的温度传递不仅由热传导引起，还受到流体

流动影响，本节以此为例利用 PINN来预测二维稳

态对流传热方程。所使用模型几何如图 5所示，换

热工质在两块平板间流动，并存在热传导和热对

流。假设壁面无滑移，且两平板间的不可压缩稳态

流动已经充分发展，则垂直于平板方向的速度可由

Navier-Stokes方程推导得出抛物线形的解析解：

u = umax (1 - ( yR ) 2) (13)
其中，u表示速度场的 x分量，umax为 x分量的最

大速度，R为平板壁面到中轴线的垂直距离。

对于有内热源的稳态层流传热，忽略黏性耗散

后，其能量守恒式可简化为

ρCpu
∂T
∂x - κ ( ∂2T∂x2 + ∂2T∂y2 ) - q = 0 (14)

其中，ρ和 Cp分别表示流体的密度和比定压热

容，显然该方程是在方程式(10)的基础上引入了第

一项对流项。假设平板隔热性能良好，与外界环境

绝热，则在平板上下壁面需设置 Neumann边界

条件：
∂T
∂y = 0, y = ±R (15)

本案例采用硬边界 PINN的方法建立代理模

型，假设进口温度的Dirichlet边界Tin已知，则可构造

以下满足条件的边界函数和距离函数：
G ( x,y,θ ) = T in (16)
D ( x,y,θ ) = x/L (17)

其中，L代表平板长度，x∈[0, L]。基于这一定

义，可构造方程式(7)所示的扩展函数：
h ( x,y,θ ) = T in + ( x/L )aL ( x,y,θ ; w,b) (18)

令空气为板间流体，物性参数为：ρ=1.239 kg/
m3，Cp=1,005 J/(kg·K )，κ=0.024 W/(m2·K)。进口温度

Tin=30℃，平板间的通道尺寸为 L=1 m，R=0.05 m。以

{x, y, umax}作为输入变量的三个维度。其中，x，y为两

平板间均匀生成的 50×100网格的坐标。最大速度

umax在区间{0.01~0.03 m/s}内参数化，取 10个样本。

设置 PINN隐藏层 4层，每层含有 50个神经元，使用

sigmoid函数[式(4)]作为激活函数。

3.2 温度场预测结果

训练代理模型所用的时间为 54 min，训练后损

失函数值为2.6×10-4。使用umax=0.02 m/s时的温度场

验证预测效果，如图 6所示。由图可知硬边界 PINN
构建的代理模型所预测的流体流动过程中的温度

变化趋势与实际模拟结果是一致的。值得注意的

是，在相同的横坐标下，流体在中间的温度要低于

两侧，而中间的流速高于两侧，由此说明流动加速

图5 平板的几何结构示意图

Fig.5 Geometric diagram of the flat plate
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了流体的热量交换，流速越大热交换越明显。此

外，温度场表现出与速度场类似的对称性，再次说

明稳态热量传递与动量传递密切相关。图 6的温度

场绝对误差云图表明，平板区域内的温度预测误差

基本接近于 0，仅在四个角落处误差略微变大，但依

然在 10-3数量级内，最大绝对误差为 0.0038℃，再次

凸显了硬边界 PINN构建的代理模型精度高的

优势。

硬边界 PINN预测的温度等值线与COMSOL模
拟的温度等值线在图 7中给出。显然，等值线在平

板间中轴线处的延伸趋势比壁面处的更大，这一变

化直观地呈现了流体流动对温度分布的影响。需

要指出的是，PINN预测与COMSOL模拟结果的差距

沿流体流动方向扩大。在进口处两者的温度等值

线基本重合，而在远离进口处两者的差异逐渐增

加，并且在中轴线附近的差距最大。这是由于速度

场的非线性造成温度场非线性的增加，这会使代理

模型中产生更大的偏差，这也是未来 PINN需要面

对的主要挑战。

4 结 论

本工作将 PINN模型引入到换热物理场的代理

模型的构建中，预测给定参数下的温度场分布，并

与商业软件的模拟结果进行验证。通过简单的具

有内热源的二维稳态导热案例分析，软边界 PINN
和硬边界 PINN 最大相对误差分别为 0.60% 和

0.015%，结果表明对边界条件进行耦合的硬边界

PINN在建立代理模型时更胜一筹。而将硬边界

PINN应用到板式换热器的流动传热案例当中，所建

立的代理模型的预测结果与模拟结果吻合良好，温

度场最大绝对误差为 0.0038℃，再次证明了硬边界

PINN构建高精度代理模型的能力，并为换热器的开

发提供了良好的工具。
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